O TESTOWANIU

Strona niniejsza ma na celu przypomnienie niektórych podstawowych intuicji i sposobów rozumowania związanych z testami istotności (takimi jak testy typu t i F). Wiadomości nie są tu w pełni ścisłe i formalne – dla uzyskania takich proszę się zwrócić do prac z zakresu statystyki matematycznej. Podaję tylko pewne podstawowe i ważne dla nas intuicje. 

Poniżej zostanie przedstawiony ogólny zarys rozumowania na jakim opierają się takie testy i zostanie zilustrowany na przykładzie testu t-Studenta. Proszę jednak zwrócić uwagę na ogólne elementy i pewien porządek – i potem spróbować go odnaleźć w innych testach. Te elementy to:

1.     Postać hipotez: zerowej i alternatywnej (H0, H1)
2.     Wybrany poziom istotności 
3.     Postać statystyki testowej
4.     Rozkład statystyki testowej przy prawdziwości hipotezy zerowej (H0)
5.     Postać obszaru (zbioru) krytycznego
6.     Uzyskana w próbie realizacja statystyki testowej
7.     Sprawdzenie, czy ta realizacja znajduje się w obszarze krytycznym, czy nie
8.     Konkluzja testu
Kolejność na tej liście nie jest „sztywna” – bo np. poziom istotności mógłby być niżej. Ważne, żeby o niczym nie zapomnieć. Taka „lista zagadnień” jest ważna z 2 względów:

Po pierwsze wymienia istotne elementy prowadzonego rozumowania, więc żeby rozumieć co się tak naprawdę robi, trzeba znać kolejne etapy. Warto, żeby testowanie nie było dla Państwa mechaniczną procedurą typu splunąć 3 razy przez lewe ramię i zakopać czarną kurę na rozstajach przy pełni księżyca.

Po drugie, kiedy w zadaniu mają Państwo polecenie „zweryfikuj” itd., tzn. kiedy trzeba przeprowadzić test, trzeba wspomnieć na piśmie (choćby bardzo krótko) o każdym z wymienionych elementów. 

Gdy idzie o rozumienie procedury, to na powyższej liście kluczowe znaczenie ma punkt 4 (rozkład statystyki testowej przy prawdziwości hipotezy zerowej) – czego tak na pierwszy rzut oka nie widać. Więc dyskusja poniżej jest także po to, żeby widzieli Państwo które elementy mają zasadnicze znaczenie, a które są mniej ważne. Poza tym warto znać ograniczenia metody którą się stosuje – a w tym celu trzeba ją zrozumieć.

Poza tym postaram się Państwu dać parę intuicji rysunkowych – kiedy pewne rzeczy Państwo „zobaczą” – może być Państwu łatwiej udzielić odpowiedzi na pewne pytania. 

Spróbujmy zacząć od przypomnienia samej procedury testu t-Studenta, potem spróbujemy rozważyć teoretyczne uzasadnienie poszczególnych kroków a następnie jeszcze raz opiszemy całą procedurę – mam nadzieję że osiągając lepsze jej rozumienie. Na koniec zostaną rozwinięte pewne dodatkowe wątki (związek z przedziałem ufności, interpretacja p-value) oraz będą skomentowane niektóre ograniczenia omawianych procedur.

Procedura testowa testu t-Studenta w KMNRL

Rozpatrzmy najprostszą wersję tego testu. Przypuśćmy, że interesuje nas wnioskowanie o pewnym pojedynczym (skalarnym) parametrze regresji liniowej oznaczonym jako i. Rozważamy następującą parę hipotez:

H0: i = i* (hipoteza zerowa)

H1: i  i* (hipoteza alternatywna)

Tutaj i* to wybrana interesująca nas wartość. PRZYKŁAD: Gdy np. chcemy testować czy w pewnym przykładowym modelu parametr 4 przyjmuje wartość -1, 4*= -1 i hipotezy będą miały postać:

H0: 4 = -1 

H1: 4  -1

Załóżmy, że w tym samym modelu chcemy testować również istotność (zerowanie) parametru 3  (w takim przypadku 3*= 0):

H0: 3 = 0 

H1: 3  0

Następnie ustalamy sobie tzw. poziom istotności (oznaczony zwykle jako ). Jako poziom istotności wybiera się liczby bliskie zeru; najczęściej stosowanym poziomem istotności jest 0,05. Poziomy istotności wyższe niż 0,1 i niższe niż 0,001 w praktyce nie są stosowane. Interpretację poziomu istotności podamy niżej. Dla przykładu przyjmijmy  = 0,05.

Dalej musimy znać statystykę testową. W omawianym tu teście statystyka testowa ma postać:


Zauważmy, że statystyka testowa zawiera wyłącznie dostępne nam elementy (takie, których wartości możemy znać lub wyliczyć): ocenę MNK badanego parametru, wartość, którą chcemy testować oraz błąd średni szacunku parametru. 

Wiemy, że przy prawdziwości hipotezy zerowej ta statystyka testowa (która jest ZMIENNĄ LOSOWĄ – bo jest funkcją ^) ma rozkład t-Studenta o T-k stopniach swobody (T to liczba obserwacji, k to liczba parametrów przy zmiennych objaśniających w regresji). Dla przykładu przyjmijmy, że mamy w modelu 155 obserwacji i 5 parametrów regresji, więc T-k = 150.

Znając (mogąc wyliczyć) potrzebne wartości, podstawiamy je do powyższego wzoru i uzyskujemy wartość REALIZACJI statystyki testowej. Załóżmy, że ocena 4 to 2 natomiast odpowiedni błąd średni szacunku to 3. Uzyskana realizacja statystyki testowej t4 = (2 – (–1) ) / 3 =  1. Dla drugiej pary hipotez, dotyczących parametru 3 , załóżmy, że ocena MNK tego parametru to –3 a błąd średni szacunku to 1. Realizacja statystyki testowej t3 = (–3 – 0 ) / 1 = –3. 

Następnie wyznaczamy (np. z tablic) tzw. wartość krytyczną (ozn. t). Jest to granica obszaru (zbioru) krytycznego. W rozważanym przypadku jest to wartość która „odcina” w obydwu ogonach rozkładu t-Studenta o T-k stopniach swobody razem dokładnie  masy prawdopodobieństwa. Jej znaczenie najlepiej zilustrować rysunkiem:
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Na rysunku granatową linią jest zaznaczony standaryzowany rozkład t-Studenta mający 150 stopni swobody (tak naprawdę narysowany jest standaryzowany rozkład normalny, ale na tym poziomie dokładności jest on nierozróżnialny od rozkładu t-Studenta mającego kilkadziesiąt i więcej stopni swobody). W obydwu ogonach ucięto po 2,5% masy prawdopodobieństwa tak, aby łącznie było dokładnie tyle, ile przyjęto za poziom istotności, czyli  = 5%. Ogólnie wartość t jest dodatnia, i odcina w prawym ogonie rozkładu /2 masy prawdopodobieństwa. Wartość krytyczna t zależy od liczby stopni swobody i od przyjętego poziomu istotności. W naszym przykładzie wartość t to około 1,96. (dla  = 0,05 i T-k = 150).

Następnie sprawdzamy odpowiedni warunek - mający tu postać: | ti | > t . Odpowiada on „wpadnięciu” uzyskanej realizacji ti to obszaru krytycznego na osi poziomej – na rysunku powyżej są to dwie półproste (rozpoczynające się od -t oraz t  i ciągnące się odpowiednio do minus i plus nieskończoności – zaznaczone na czerwono pod szarymi obszarami). Sprawdzając ten warunek możemy otrzymać konkluzję testu:

· Jeżeli uzyskana realizacja statystyki testowej wpada do obszaru krytycznego – odrzucamy H0 - wtedy przyjmujemy H1.

· Jeżeli uzyskana realizacja statystyki testowej nie wpada do obszaru krytycznego – nie ma podstaw do odrzucenia H0 

Widać stąd, że hipotezy nie są „na równych prawach”. Konkluzja testu nie może brzmieć: „przyjmujemy H0”. W związku z tym zwykle staramy się interesującą nas sytuację mieć w hipotezie alternatywnej H1, ale nie zawsze się da to zrobić.  

Pełna konkluzja testu powinna zawierać poziom istotności i treść obydwu rozważanych hipotez. Ponieważ w przypadku hipotez dotyczących parametru 4 uzyskaliśmy realizację statystyki t4 = 1, która nie wpada do obszaru krytycznego (bo nieprawda, że  | 1 | > 1,96 ), konkluzja testu powinna brzmieć:

„Na poziomie istotności 0,05 nie ma podstaw do odrzucenia hipotezy zerowej: 4 = -1 na rzecz hipotezy alternatywnej: 4  -1.”

W przypadku parametru 3, uzyskana realizacja statystyki testowej to t3 = -3, a ponieważ | -3 | > 1,96, więc realizacja statystyki znajduje się w obszarze krytycznym, wobec czego konkluzja testu brzmi:

„Na poziomie istotności 0,05 odrzucamy hipotezę zerową: 3 = 0 na rzecz hipotezy alternatywnej: 3  0.”

Tak wygląda procedura testu t. Zadajmy sobie jednak pytanie: dlaczego to działa? Tzn. jak dokładnie wygląda rozumowanie prowadzące od założeń do otrzymanych konkluzji?

Szczegółowa dyskusja testu

Kluczem jest tu (jak wspomniano) punkt mówiący o rozkładzie statystyki testowej przy prawdziwości H0. W każdym teście (obok postaci hipotez) sednem jest twierdzenie podające rozkład statystyki testowej przy prawdziwości H0. Oczywiście dobrze, by był to rozkład który możemy jakoś badać – tzn. otrzymać z niego wartości krytyczne (kwantyle odpowiedniego rzędu). Proszę zauważyć, że to stwierdzenie ma postać implikacji: „jeśli .... to ...” . Logiczne własności implikacji będą tu miały duże znaczenie. 

Rozumujemy bowiem następująco: przyrównujemy dwie rzeczy: 

ROZKŁAD jaki statystyka testowa – jako pewna zmienna losowa – ma przy prawdziwości H0,

OTRZYMANĄ REALIZACJĘ tej statystyki – wartość zaobserwowanej realizacji zmiennej losowej

i zastanawiamy się: czy taka realizacja może pochodzić z tego rozkładu? Jeżeli zaobserwowana realizacja będzie leżeć w obszarze niskiej gęstości prawdopodobieństwa (w ogonach rozkładu) – jak t3 powyżej - myślimy: no, taka realizacja niby może pochodzić z rozkładu o którym mowa, ale jest to skrajnie mało prawdopodobne. Wobec tego zastanawiamy się, jakie jest bardziej prawdopodobne wyjaśnienie tego faktu? (zwykle szukamy najbardziej prawdopodobnego wyjaśnienia). Mamy tylko jedną możliwość: Zaobserwowana realizacja nie pochodzi z tego rozkładu, tylko z innego, gdzie pewnie jest „bardziej prawdopodobna”. Ale: skoro stwierdzamy, że zaobserwowana realizacja statystyki testowej nie pochodzi z rozkładu „przy prawdziwości H0” to znaczy, że nie zachodzi H0! Jeżeli wiem, że gdy widzę słońce => jest dzień, to mogę mieć pewność, że skoro nieprawda, że jest dzień, to nie widać słońca. Czyli: rozkład statystyki testowej gdy H0 nie jest prawdziwa jest INNY (zwykle dokładnie nie wiadomo jaki), więc skoro obserwuję realizację z jakiegoś innego rozkładu niż ten przy prawdziwości H0, to H0 nie jest prawdziwa i mogę ją odrzucić.

Czy rozumując tak możemy popełnić błąd? Oczywiście, że tak. Przecież zaobserwowanie wartości statystyki testowej z ogonów rozkładu przy prawdziwości H0 nie jest niemożliwe. Ale całe piękno testu polega na tym, że prawdopodobieństwo tego błędu możemy kontrolować. Bo ode mnie zależy jaką wartość uznaję za „mało prawdopodobną”. 

Prawdopodobieństwo popełnienia takiego błędu – odrzucenia prawdziwej hipotezy zerowej [to błąd I-go rodzaju] to dokładnie poziom istotności  - podlega więc ono kontroli. Jeśli nie chcę nigdy popełnić takiego błędu, to mogę nigdy nie odrzucać H0 – ale wtedy test mi nic nie mówi – niczego się od danych nie „dowiaduję” o nieznanych wielkościach. W praktyce więc godzimy się z MAŁYM prawdopodobieństwem odrzucenia PRAWDZIWEJ H0 -  = 0,05 to około raz na 20 przypadków (o ile takie liczenie ma sens). Jeśli dla kogoś to za dużo, może sobie przyjąć  = 0,01. Widzimy więc, że rozumowanie stojące za ODRZUCENIEM H0 jest proste i eleganckie. Test konstruujemy tak, że odrzuceniu H0 odpowiada przyjęcie H1. Zilustrujmy przedstawiane tu rozumowanie za pomocą rysunku. Wyobraźmy sobie, że w teście t-Studenta otrzymujemy 5 hipotetycznych realizacji statystyki testowej (t1, t2, t3, t4, t5):
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Omówmy każdy przypadek (poczynając od t5):

            Wartość t5 jest przy prawdziwości hipotezy zerowej bardzo mało prawdopodobna – w rozkładzie przy prawdziwości H0 (niebieskim) taka realizacja (tak daleko w ogonach lub dalej) zdarza się rzadziej niż raz na 100. Wobec tego konkludujemy, że t5 jest realizacją z innego rozkładu, mogącego wyglądać np. tak jak ten czerwony. Nie znamy jego postaci oczywiście (możemy sobie zgadnąć), ale ważne jest to, że to NIE jest rozkład niebieski. Więc uznajemy, że H0 nie jest prawdziwa – odrzucamy ją.

            Podobnie wygląda historia z realizacją t4 – ona jest bardziej prawdopodobna (na oko około 1-2 procent) ale i tak większość ludzi uznała by ją za MAŁO prawdopodobną realizację z rozkładu niebieskiego. Odrzucamy H0. 

            Realizacja t3 ilustruje ciekawy przypadek. Może być tak, że prawdopodobieństwo uzyskania takiej wartości (lub bardziej w ogonach) wynosi np. 8% . Co wtedy? Czy to dużo, czy mało? Tutaj wiele osób może mieć inne zdanie – co jedna osoba uzna za mało prawdopodobne i odrzuci H0, to inna może uznać za „całkiem prawdopodobne” i nie odrzucić H0. Dlatego przy badaniach ważne jest raportowanie wyników w taki sposób, by ktoś mający inne kryteria mógł podjąć swoją decyzję. 

            Wartości t1 i t2 zwracają uwagę na problem który jest zasadniczy dla wyciągania wniosków z testów omawianego typu. Obydwie te wartości MOGĄ pochodzić z rozkładu niebieskiego – więc NIE PRZECZĄ hipotezie zerowej. Obserwując je nie możemy jednak konkludować, że H0 jest prawdziwa: np. wartość t2 może równie dobrze pochodzić z rozkładu niebieskiego i czerwonego. Czyli H0 może być prawdziwa? Może. A może być fałszywa? Też może. Nie wiadomo. Wiadomo tylko, że NIE MOŻNA JEJ ODRZUCIĆ na podstawie takiej realizacji statystyki jak zaobserwowana.

            W przypadku t1 sprawa wydaje się jasna – powinniśmy przyjąć H0 – raczej się nie pomylimy, bo ta wartość leży w ogonach rozkładu czerwonego. Problem tylko w tym, że my tego rozkładu NIE ZNAMY. Niestety rozkład przy prawdziwości H1 zależy od nieznanych wartości i nie da się go po prostu sobie narysować. 

            Zasadniczy problem jest więc taki: realizacja w obszarze wysokiej gęstości prawdopodobieństwa w rozkładzie przy prawdziwości H0 (tu: niebieskim) wcale nie musi pochodzić z tego rozkładu. Rozkład „przy fałszywej H0” (tu: czerwony) może być akurat bardzo blisko „nasunięty” i to może być realizacja z niego. Widać z tego dlaczego konkluzja testu NIE może brzmieć „przyjmujemy H0”.

            Przyjęcie H0 na podstawie konkluzji „nie ma podstaw do odrzucenia H0” powoduje, że narażamy się na błąd II-go rodzaju, a prawdopodobieństwa popełnienia tego błędu nie możemy kontrolować. Problem ten jest związany z MOCĄ testu.

Test SŁABY to taki, który nie jest w stanie odrzucić FAŁSZYWEJ hipotezy zerowej. Czyli taki, który często zwraca konkluzję „nie ma podstaw do odrzucenia H0” mimo, że powinien „odrzucić H0”. Im dalej rozkłady przy prawdziwości H0 i przy prawdziwości H1 są „rozsunięte” (mniej nachodzą na siebie), tym większa moc testu. Niestety, im bardziej zmniejszymy  - prawdopodobieństwo popełnienia błędu I-go rodzaju (odrzucenia prawdziwej H0), tym bardziej pakujemy się w błąd II-go rodzaju (nie odrzucenia fałszywej H0). W przypadku skrajnym, gdy nigdy nie chcemy się narazić na odrzucenie prawdziwej H0 – to nigdy nie odrzucimy fałszywej H0, więc w sumie nic nie wiemy. Użyteczny (mocny) test to taki, w którym prawdopodobieństwa błędów obydwu rodzajów dają się utrzymać równocześnie na względnie niskim poziomie. O niektórych testach da się dowieść, że nie jest możliwe zbudowanie testu mocniejszego. Z problemem mocy spotykamy się tylko wtedy, gdy dostaniemy konkluzję „nie ma podstaw do odrzucenia H0”. Jeśli odrzucimy H0 na rozsądnym (niskim) poziomie istotności to przynajmniej coś wiemy. 

Teraz pora wyjaśnić pewną sprawę: czy odrzucenie H0 jest zawsze tożsame z przyjęciem H1 i jak się buduje obszar krytyczny. Otóż: zwykle budujemy test tak, żeby hipoteza alternatywna była zaprzeczeniem zerowej. I obszar krytyczny ucinamy w tych okolicach możliwych wartości statystyki testowej, które odpowiadają spełnieniu H1/odrzuceniu H0 – bo to na jedno wychodzi.

Bywają jednak pewne szczególne przypadki – wyobraźmy sobie, że pewien parametr NIE MOŻE przyjmować wartości ujemnych – wynika to z jego interpretacji. Interesować nas może w takim przypadku rozróżnienie pomiędzy dwiema sytuacjami, które opisujemy parą hipotez:

H0: 7 = 0 

H1: 7 > 0

Widzimy, że sytuacja: 7 < 0 jest tu a priori wykluczona. Czy kryterium testu (czyli postać obszaru krytycznego) wygląda tu tak samo jak w przypadku omawianym na początku? 

Odpowiedź brzmi: NIE. Tutaj musimy całe  (czyli np. 5%) prawdopodobieństwa odciąć w JEDNYM ogonie rozkładu t-Studenta. Zasada jest taka: patrzymy na postać hipotezy alternatywnej i na wzór na statystykę testową. W hipotezie występuje co prawda prawdziwa (nieznana) wartość parametru, a w statystyce OCENA MNK parametru (lub jej funkcja). Ale robimy sobie taki eksperyment myślowy: 

Zakładamy, że możemy znać prawdziwą wartość parametru i podstawiamy ją do statystyki w miejsce OCENY (lub wstawiamy do funkcji ocen występujących w statystyce testowej). I wymyślamy sobie takie wartości parametrów, dla których hipoteza alternatywna jest jak najbardziej ewidentnie spełniona. W przypadku hipotez rozważanych na samym początku dla parametru 4, możemy sobie np. wyobrazić, że przyjmuje on wartości 10 lub –10 a potem 100 lub –100 itd. One bardzo ewidentnie spełniają hipotezę alternatywną. Dalej patrzymy, dokąd „wędrują” otrzymane tak wartości statystyki testowej, i tam ucinamy obszar krytyczny. W tym przypadku otrzymujemy silnie dodatnie lub silnie ujemne wartości statystyki testowej, dlatego obszar krytyczny odcinamy w prawym i w lewym  ogonie rozkładu. 

Gdybyśmy jednak rozważyli parę hipotez jak dana powyżej o parametrze 7, to tutaj hipotezę alternatywną ewidentnie spełniają tylko (silnie) dodatnie wartości parametru. One odpowiadają (silnie) dodatnim wartościom statystyki testowej – (bo błąd średni szacunku w mianowniku zawsze jest dodatni – to pierwiastek) – wobec tego obszar krytyczny musimy obciąć tylko w prawym ogonie rozkładu, i tam musimy wziąć CAŁY założony poziom istotności – jeśli założymy  = 0,05, to otrzymamy:
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Teraz powstaje pytanie, jak odczytać z tablic odpowiednią wartość krytyczną? Trzeba przeczytać nagłówek tablic. Bo zwykle tablice podają wartości krytyczne „dwustronne” czyli takie, jak narysowano poprzednio – które w dwóch ogonach odcinają łącznie  prawdopodobieństwa, więc w jednym ogonie tylko /2. Żeby w takich tablicach odczytać wartość odpowiadającą powyższej sytuacji, trzeba byłoby szukać pod  = 0,1. Aby się nie pogubić, warto jedną wartość krytyczną (dla pewnych stopni swobody i alfa) znać na pamięć – wtedy można sobie zawsze sprawdzić jakie się ma tablice. Podsumowując, postać obszaru krytycznego zależy od postaci statystyki testowej i hipotezy alternatywnej. 

UWAGA: Do każdego testu BARDZO WARTO wyrobić sobie intuicję, jakie (mniej więcej) wartości realizacje statystyki testowej nie przeczą hipotezie zerowej, a jakie (mniej więcej) – odpowiadają hipotezie alternatywnej. Wtedy się zapamiętuje i rozumie postać statystyki testowej i to się ogromnie przydaje. 

Test t a p-value i przedział ufności.
Dwie koncepcje mogą Państwu bardzo pomóc w swobodnym posługiwaniu się testem t. Przy tym mają one zastosowanie ogólniejsze – zwłaszcza p-value, choć problem jaki wychodzi przy okazji rozważania przedziału ufności też. 

Podawana na wykładzie definicja p-value jest trochę pokręcona i trzeba się chwilę spokojnie zastanowić żeby zobaczyć o co chodzi. Tymczasem sprawa jest bardzo prosta. Proszę sobie przypomnieć powyższe rysunki i zastanowić się, co by się stało, gdyby rozważać kolejne poziomy istotności od bardzo bliskiego zeru do coraz większego i większego:

[image: image4.png]35 3 256 2 45 1 05 0 05 1 15 2 25 3 35





Zwiększając poziom istotności przesuwamy się z wartością krytyczną coraz bliżej zera. Postępując tak w końcu miniemy ti - rzeczywiście uzyskaną wartość statystyki – gdzie by nie była, w końcu tam dotrzemy. I wielkość  przy której wartość krytyczna mija uzyskaną (zaobserwowaną) realizację ti to właśnie p-value, np.:
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(oczywiście do p-value liczy się prawdopodobieństwo tak samo jak do wartości krytycznej – czyli rysunek odpowiada testowi dwustronnemu, z hipotezą alternatywną typu „różne od”). Taka sama wartość ti w teście jednostronnym odpowiadałaby dwukrotnie mniejszemu p-value. 

Jaka jest interpretacja p-value? Na przykładzie wartości statystyki testowej t3 na rysunku z czerwoną i niebieską funkcją gęstości prawdopodobieństwa widzieliśmy sytuację, gdzie wynik testu zależał od przyjętego poziomu istotności. I p-value to jest właśnie taki poziom istotności, przy którym zmienia się konkluzja testu – czyli jadąc od dużego  przestajemy odrzucać hipotezę zerową i zaczynamy „nie mieć podstaw”, lub patrząc od  odwrotnie – od małego , kiedy przestajemy „nie mieć podstaw” i zaczynamy odrzucać. To warto sobie spokojnie narysować, bo łatwo pomyśleć na odwrót, ale jak już się raz wie o co chodzi, to się zapamiętuje. 

Po co nam p-value? Bo jak je znamy, to znamy wynik testów na WSZYSTKICH poziomach istotności dla danej hipotezy. Bo jeśli wiem, na jakim poziomie test się „przekręca”, to zawsze na wyższym poziomie istotności „odrzucimy” a na mniejszym „nie będziemy mieli podstaw”. To łatwo zapamiętać wychodząc od interpretacji  – skoro jest to prawdopodobieństwo popełnienia błędu: „odrzucenie prawdziwej hipotezy zerowej” – to z małym alfa trudniej się odrzuca, a z większym – łatwiej. 

I teraz pytanie jest takie: czy p-value jest małe czy duże? Bo chodzi o to, po której stronie jest ten poziom istotności który mnie przekonuje.. 

Jeśli p-value wynosi 0,2, to oznacza, że żeby odrzucić hipotezę muszę wziąć  większe od 0,2. ale taki poziom istotności jest bez sensu, bo za często się mylimy. Więc to oznacza, że nie ma podstaw do odrzucenia H0. Odwrotnie, p-value rzędu 0,0001 oznacza, że żeby przestać odrzucać H0, musiałbym zejść z poziomem istotności poniżej 0,0001, a to jest bardzo wyśrubowane wymaganie. Więc krótko:

Małe p-value – przeciwko H0, duże p-value – nie odrzucamy H0
Kiedy p-value wychodzi około 0,05 – np. 0,06 lub 0,04 – to mamy problem, bo w tych okolicach właśnie nie bardzo wiemy jak się zachować. Ale p-value 0,2 lub 0,001 – jasna sprawa. 

W przybliżeniu wartość p-value można odczytać z tablic – dokładniej można znaleźć przedział w którym się ono znajduje. Ale trzeba przeczytać tablice w odwrotną stronę – znaleźć w odpowiednim wierszu (liczba stopni swobody taka jak trzeba) wartości krytyczne pomiędzy którymi jest p-value, i zobaczyć, jakim wartościom  one odpowiadają – i gdzieś pomiędzy tymi wartościami jest p-value. Można sobie nawet interpolować liniowo, ale to nie musi być dokładne, zresztą jest w praktyce niepotrzebne, bo p-value się wylicza komputerem dokładnie. 

Żeby p-value policzyć w Excelu, używa się funkcji rozkład.t lub rozkład.f (bez ODW) i posyła do nich stopnie swobody i uzyskaną realizację statystyki testowej. 

Użyteczność p-value jest więc taka, że raportujemy jedną liczbę, a każdy może ją sobie porównać z takim poziomem istotności który akurat jego przekonuje i zobaczyć jaki jest wynik testu. I mamy przybliżoną miarę, czy odrzucenie jest silne czy nie. Bo kiedy w jednym teście p-value wychodzi 0,045 a w drugim 0,00001 to raportując wynik: na poziomie istotności 0,05 odrzucamy hipotezę zerową... pomijamy fakt, że pierwsze odrzucenie jest słabe i dyskusyjne, a drugie dość zdecydowane. 

Podsumowując, p-value mówi nam, jak zmieniałby się wynik testu, gdyby utrzymać ustaloną hipotezę (czyli ustaloną wartość i*), ale zmieniać poziom istotności . Ale możemy równie dobrze myśleć odwrotnie: jak zmieniałby się wynik testu, gdyby trzymać stałe alfa i zmieniać i*? To pytanie prowadzi nas do koncepcji przedziału ufności. Rozważając przedział ufności, rzutujemy obszar krytyczny z osi wartości statystyki ti na oś wartości testowanego parametru beta, i przedział ufności jest negatywem (dopełnieniem) tego rzutu:
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Można pokazać, że przedział ufności (1-)% to zbiór tych wszystkich wartości * dla których na poziomie istotności  nie da się odrzucić hipotezy zerowej H0:  = *. Można to zobaczyć śledząc powyższy rysunek – na osi statystyki t, przesuwanie się w stronę wartości krytycznych odpowiada oddalaniu się od zera, na osi na której jest przedział ufności, odpowiada to oddalaniu się od oceny MNK  ^. Statystyka ti ma wartość coraz bliższą obszarowi krytycznemu i coraz dalszą od zera, gdy jej licznik (różnica ^- *) rośnie. Ale to odpowiada odsuwaniu się od środka przedziału ufności równego ^. W pewnym momencie dochodzimy do wartości * tak odległych od ^, że ti wpada w obszar krytyczny i tym samym * „wypada” z przedziału ufności. 

Trzeba tu tylko rozróżnić dwie odmienne osie wartości – oś na której przyjmuje wartości statystyka ti oraz wartości krytyczne t (na rysunku oś górna), oraz oś na której przyjmują wartości parametry (^, *) (na rysunku oś dolna). Przejście z osi górnej na dolną odpowiada przemnożeniu razy D(^) i przesunięciu o ^. 

Ponieważ są to jednak dwie różne osie, więc nie mogą mieć sensu stwierdzenia:

statystyka testowa wpada do przedziału ufności...
beta wpada do obszaru krytycznego...
Można tu bardzo łatwo zobaczyć, że wyższy poziom ufności odpowiada niższemu poziomowi istotności i dłuższemu przedziałowi. Oczywiście tak samo jak mamy realizację statystyki testowej, tak samo konkretny przedział liczbowy to pojedyncza realizacja przedziału ufności. 

I możemy zobaczyć, że skoro testowana wartość mieści się w realizacji np. 90% przedziału ufności, to mieści się również w realizacji 95% przedziału – więc jeśli jakiejś hipotezy nie odrzucimy na poziomie 10%, to także jej nie odrzucimy na poziomie 5% (co jest zgodne z tym co pisano powyżej). Podobnie, jeśli jakaś wartość nie mieści się w realizacji 95% przedziału ufności, to również nie mieści się w realizacji 90% przedziału ufności, więc skoro odpowiednią hipotezę zerową odrzucimy na poziomie istotności 5% , to i na poziomie 10%.

Test F
Aby utrwalić wyliczone wcześniej elementy istotne przy konstrukcji testu, spróbujmy prześledzić jak sprawa się przedstawia w przypadku testu F:

1. Postać hipotez: zerowej i alternatywnej (H0, H1)
H0: i = 0  j = 0  h = 0 ...

H1: i  0  j  0  h  0 ...

W hipotezie zerowej mamy łączne (równoczesne) zerowanie k2 parametrów regresji, hipoteza alternatywna jest tu zaprzeczeniem zerowej, więc w hipotezie alternatywnej mamy „przynajmniej jeden parametr jest różny od zera”. 

2.      Wybrany poziom istotności  – tak samo jak w teście t, zwykle 0,05

3.      Postać statystyki testowej: [image: image7.png](SSE, - SSE, )ik,
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SSE0 to suma kwadratów reszt w modelu odpowiadającym hipotezie zerowej, czyli z wyzerowanymi odpowiednimi parametrami. Oczywiście pozostałe parametry trzeba w takim układzie na nowo oszacować. SSE1 to suma kwadratów reszt w modelu ogólnym – bez restrykcji.  Wartość statystyki jest zawsze dodatnia bo różnica w liczniku MUSI być dodatnia: kiedy jest mniej parametrów (H0) to w praktyce suma kwadratów reszt musi być większa. Uzyskane ujemne F empiryczne to sygnał błędu.

4.      Rozkład statystyki testowej przy prawdziwości hipotezy zerowej (H0)
H0 => Femp ~ F ( k2, T – k)
5. Postać obszaru (zbioru) krytycznego
 Obszar krytyczny obcinamy wyłącznie w prawym ogonie rozkładu. Zauważmy, że za H1 – przeciwko zerowaniu parametrów z H0  świadczy, gdy po ich wyzerowaniu i powtórnym oszacowaniu mniejszego modelu suma kwadratów reszt będzie znacząco większa. Oznacza to, że mniejszy model jest gorzej dopasowany i pozbywając się tych parametrów jednak sporo dopasowania tracimy. Skoro tak, to różnica w liczniku statystyki będzie duża, więc wartość statystyki także. Wysokie wartości Femp świadczą przeciwko H0. 

6. Uzyskana w próbie realizacja statystyki testowej (taka jak wyjdzie po podstawieniu do wzoru)

7. Sprawdzenie, czy ta realizacja znajduje się w obszarze krytycznym, czy nie – musimy sobie z tablic odczytać wartość krytyczną F i sprawdzić, czy Femp > F
8. Konkluzja testu: jeśli tak, odrzucamy H0, jeśli nie – nie ma podstaw do odrzucenia H0. 
Ilustracja rozkładu statystyki testowej przy prawdziwości H0 w teście F jest poniżej: na czerwono zaznaczono obszar krytyczny. 
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Podsumowanie
Przedstawiliśmy powyżej sens i znaczenie procedury testowej. Rozważmy teraz następujący problem: czy taka procedura może nam się przydać? Należy tu oczywiście postawić dodatkowe pytanie: to zależy do czego! W ekonometrii ważna jest taka perspektywa, żeby mieć explicite przedstawiony cel, który chcemy osiągnąć, ponieważ własności procedur powinniśmy oceniać z nie „w ogóle”, tylko z perspektywy przydatności do tego, co chcemy osiągnąć. 

Na bardzo ogólnym poziomie – chcemy wnioskować o nieznanych wielkościach. Ale trzeba to wyrazić dokładniej. Rozważmy przykładowe, typowe sytuacje:

A. Chcemy wyrazić wynikającą z modelu wiedzę o kształtowaniu się pewnej wielkości – czyli np. co dane przepuszczone przez nasz model mówią o wartości elastyczności dochodowej popytu na paliwo.

B. Chcemy przy pomocy testu dowiedzieć się, czy możemy z modelu wyrzucić pewną zmienną, tzn. ogólnie, czy możemy przyjąć, że parametry przyjmują pewne konkretne wartości (np. zero))

Zauważmy, że w obydwu punktach chodzi nam o coś innego: w punkcie A chcemy się dowiedzieć, „ile może mniej więcej wynosić” – chcemy znać zakres wartości, natomiast w punkcie B chcemy podjąć DECYZJĘ, jaką wartość parametru OSTATECZNIE PRZYJĄĆ – musimy pojedynczą wartość wyróżnić i wybrać spośród wszystkich innych. 

Na podstawie tego, co powiedziano powyżej, możemy zobaczyć, że rozwiązaniem problemu z punktu A jest budowa przedziału (czy ogólniej – obszaru) ufności. Mając realizację przedziału ufności widzimy, jakie „mniej więcej” wartości przyjmuje badany parametr według danych i rozważanego modelu. Oczywiście przedział ufności jest „dla każdego parametru niezależnie”, ale aby wnioskować o kilku parametrach łącznie, możemy względnie prosto zgeneralizować go do obszaru ufności – czyli czegoś jakby przedział ufności dla wielu parametrów. Problem jest tylko z narysowaniem, bo dla więcej niż 2 łącznie jest ciężko. To co prawda nie jest w naszym programie, ale piszę, żeby Państwo wiedzieli że da się zrobić, i pewne wskazówki są w Zajęciach 6. Podsumowując, nie można wnioskować na podstawie samych ocen punktowych, ale przedział ufności daje się wyliczyć, i wtedy wnioskowanie jest względnie bardziej precyzyjne.

Dużo bardziej skomplikowana sprawa jest z problemem w punkcie B. Zauważyliśmy bowiem, że wymaga on DECYZJI – PRZYJĘCIA pewnej wartości. Dyskusja powyżej pokazała, jaki jest problem z przyjmowaniem H0 – test nie może zwrócić takiej konkluzji. Ważne są tu dwie kwestie:

            Ponieważ musimy podjąć decyzję, potrzebujemy dodatkowo jeszcze czegoś: kryteriów decyzji – bez nich nie da się decyzji podjąć. 

            Pewną (testowaną) wartość parametru traktujemy specjalnie – spośród wielu innych możliwych wyróżniamy właśnie tę jedną, którą mamy w H0. (i*). 

Sens tego problemu można zobaczyć przywołując związek pomiędzy testem a przedziałem ufności. Przypuśćmy, że zastanawiamy się, czy przyjąć hipotezę zerową (i = i*) – powiedzmy, że chcemy rozważyć czy parametr się zeruje, czyli czy można zmienną usunąć z modelu. ( i* = 0 ). Załóżmy, że zero znajduje się w obrębie realizacji przedziału ufności na takim poziomie ufności, jaki akceptujemy. To oznacza, że nie odrzucimy takiej hipotezy. Może się więc wydawać, że moglibyśmy ją przyjąć. Ale przecież identyczny wynik testu otrzymamy dla każdej innej wartości i* z przedziału ufności. Ale nie rozważamy tych innych wartości, tylko akurat tę jedną – po tym widać, że jej status jest szczególny – jest to wartość wyróżniona spośród innych, równoprawnych pod względem wyniku testu. 

Zauważmy, że takie rozumowanie zawiera pewną „niekonsekwencję” – stawiamy naprzeciwko siebie raz przedział wartości a raz pojedynczą wartość. Może się wydawać, że skoro prawdopodobieństwo, że ciągła zmienna losowa przyjmuje pewną konkretną wartość jest równe zero, to my z hipotezą zerową „nigdy nie trafimy” – bo przecież testowany parametr może mieć wartość 0,003, -0,002 , 0,00001 – a to ciągle nie jest zero, więc powinniśmy odrzucić H0. Jak można wybrnąć z tego „paradoksu”? Spróbujmy myśleć tak – skoro już musimy przyjąć jedną wartość i ją wyróżnić, to znajdźmy taką, że się najmniej pomylimy. Ale co to oznacza? Taką, że przyjmując ją – nawet jeśli nie jest prawdziwa, ale tylko bliska prawdy – stracimy względnie najmniej. Oczywiście w tym celu musimy wyspecyfikować co oznacza strata. Tutaj wkraczamy w zakres statystycznej teorii decyzji – która jest bardzo ciekawą i ważną dziedziną, ale nią się tym razem nie zajmujemy. 

W każdym razie trzeba mieć świadomość co się tak naprawdę robi: 

a)      Jeśli testujemy pewną konkretną wartość, i na podstawie wyniku „nie ma podstaw do odrzucenia” jesteśmy gotowi ją przyjąć, to jest równoważne ze stwierdzeniem, że tą wartość a priori wyróżniliśmy spośród innych.

b)      Trochę inny problem mamy w sytuacji, gdy zastanawiamy się: jaką JEDNĄ wartość najlepiej przyjąć spośród wszystkich – tutaj też decydujemy się na jedną wartość, ale żadnej z góry nie wyróżniamy. Taka sytuacja w zasadzie dotyczy estymacji a nie testowania. Ale można patrzyć w ten sposób: jaką jedną wartość przyjąć, jeśli już jakąś przyjąć musimy, żeby najmniej „stracić”?

c)      Jeszcze inaczej można postawić sprawę w taki sposób: jeżeli dany parametr ma interpretację ekonomiczną która sprawia, że jesteśmy zainteresowani w dowiedzeniu się, jakie przyjmuje wartości, może nie trzeba wyróżniać żadnej jednej wartości? Można opisać informację dostarczaną przez model i dane w postaci np. przedziału ufności. 

Jaki z tego morał? Trzeba mieć świadomość, czy chcemy i musimy przyjąć jakąś jedną wartość parametru. I jeśli koniecznie musimy, to dobrze to zrobić z pewną ostrożnością – nie automatycznie na podstawie wyniku testu. Jeśli chcemy mieć pełniejszą kontrolę nad tym procesem, musimy poszukać w statystycznej teorii decyzji czegoś o tzw. funkcjach straty i wnioskowaniu. Natomiast zwykle najlepiej sobie radzić wykorzystując przedziały/obszary ufności. 

